
Copyright: © 2023 by the authors. Submitted for possible open access publication under the terms 
and conditions of the Creative Commons Attribution (CC BY) 
license (https://creativecommons.org/licenses/by/4,0/).

09185363604: تلفن. یمکاناطلاعاتويبردارنقشهیمهندسةدانشکد،یطوسنیرالدینصجهخوایصنعتدانشگاهعصر،یولابانیختهران،:کنندهمکاتبهةسندینو*
Email: ahmadi.pouya@ut.ac.ir
https://orcid.org/١٠٥٤-٧٣٠٨-٠٠٠١-٠٠٠٩
https://dx.doi.org/١٠٫٤٨٣٠٨/gisj.٢٠٢٣٫١٠٢٣٤٧

کپسوليهاشبکهیبیبا استفاده از مدل ترکیفیابرطریتصاويبندبهبود طبقه
یتیتقومیو درخت تصم

4غري بیرامی، بهنام اص3يعباددیحم،2یمناقببهیط،*1ياحمدایپو

، تهران، ایرانیطوسنیرالدینصخواجهصنعتی دانشگاه،یمکاناطلاعاتويبردارنقشهیگروه مهندس،دورازسنجشيدکتريدانشجو. 1
، تهران، ایراندانشگاه تهران  ،یاطلاعات مکانوينقشه برداریمهندسدانشکدهاریاستاد.2
، تهران، ایرانیطوسنیرالدینصخواجه صنعتی ، دانشگاه ازدورو سنجش يفتوگرامتریگروه مهندساستاد. 3
دانشگاه ،ينقشه برداریو سـنجش از دور، دانشـکده مهندس ـ  يفتوگرامتریسـنجش از دور، گروه مهندس ـ ي. دکتر4

، تهران، ایرانیطوسنیرالدیخواجه نصیصنعت

29/01/1401تاریخ پذیرش مقاله:       10/08/1400تاریخ دریافت مقاله: 

دور   انGIS       وشاز ا
1402پاییز ، سوم، شماره پانزدهمسال     ایرانGISسنجش از دور و     

         Vol.١٥,  No. ٣,   Autumn ٢٠٢٣          Iranian Remote Sensing & 
GIS

60-41
مقاله پژوهشی

دهیچک
نیترباز محبویکیيبند. طبقهیابدافزایش و عمومیت میروز روزبهپراسپکترالیهاریاز تصـاو سـنجش از دور، اسـتفاده  گسـترش دانش با 

ــنجش از دور ابرط ــته، روشۀدو دهطیاســـت. یفیموضـــوعات در سـ ــیاريهاگذشـ ــکل طبقهيبراي بسـ يهادادهيبندمقابله با مشـ
یفیابرطریتصاويبندطبقهيکپسول برايهاشبکهريییادگربمبتنیساختاري،حاضرپژوهشدر.شـده اسـت  شـنهاد یپپراسـپکترال یها
راهاویژگیدیولتحالتنیبهتر،کپسولیۀلاکیو یکانولوشنیۀلاکیاستفاده از با،بتواندشـبکه سـاختار کهايگونهبه؛اسـت کار رفتهبه

هايیژگیوبالايتیفیکازنشانآمدهدستبهنتایج. ندکريیجلوگآموزشیهاينمونهرويشبکهبرازششیبازحالنیدرعوباشدداشـته 
با بنديطبقهوشدهطراحیۀشبکازطریقویژگیاستخراجرویکرد،يبندطبقهدقتبهبوديدرراستا. داردشـنهادي یپسـاختار درديیتول

وبررســیبرعلاوه،تاشــدایســهمقســراســريقیعمۀشــبکازطریقبنديطبقهروشبا،XGBoostیتیدرخت تقوتمیالگوراســتفاده از
ــنجیتیفیک ــنهاديیپروشبهديیتوليبردارقیعمهايویژگیس ــبکهتواناییزانیم،گوناگونيهاکنندهبنديطبقهدرش قیعمهايش

ةاندازبهییهاکپسولبا Prime) 1: اصلی استلایۀسهشامل پیشنهاديکپسول رویکرد. شودبررسی،بنديطبقهکاربرددر،زینسـراسـري  
ــانزدهکپســول داراي دهDigitcaps) 2؛ 2حرکتیو گام 9×9یلترف32و 8 يبراکردیرودویبررســجیتانمتصــل. تماماًلایۀ)3بعدي؛ش

، SVM ،RF-200یی همچونهایکردرو.شــدســهیمقاXGBoostیتیدرخت تقوتمیکپســول با الگوريهاشــبکهبیترکزینوقیعمۀشــبک
LSTM ،GRU،وGRU-Pretanhنها اشاره آتحقیقات بهکه در درنظر گرفته شدندهاییپیکربنديبراساس یشنهاديپیکردرومقایسـۀ براي

. با اســتفاده از روش کار رفتمتفاوت، بهکلاسشــانزدهشــاملنیز،Indian Pinesةدادمجموعهي،شــنهادیپمدلیابیارزيبراشــده بود. 
.شودیمانجامتست يهادادهي رو%5/97دقتوآموزشيهادادهيرو%99دقتباریصاوتيبندطبقه،یبیترکيشنهادیپ
.یبیترکمدل،یتیتقومیتصمدرختکپسول،يهاشبکه،یفیابرطریتصاو،يبندطبقه:هاهواژدیکل
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2. Rectified Linear Unit 
3. Geoffrey Everest Hinton  
4. Fully Connected Layer 
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Abstract
With the development of remote sensing science, the use of hyperspectral images is becoming more 
widespread. Classification is one of the most popular topics in hyperspectral remote sensing. In the last 
two decades, a number of methods have been proposed to address the problem of hyperspectral data 
classification.In the present study, a structure based on learning capsule networks has been used to classify 
hyperspectral images, so that the network structure can have the most optimal generation of features by 
using a convolution layer and a capsule layer, and at the same time Avoid overfitting the on training data. 
The obtained results show the high quality of production features in the proposed structure. 
In order to improve the classification accuracy, the feature extraction approach through the designed 
network and the classification by the Extreme Gradient Boosting was compared with the classification 
method by the global deep network. The proposed capsule approach consists of 3 basic layers: 1) Prime 
caps, which are capsules of size 8 and 32 with 9 × 9 filters and movement step 2, 2) Digitcaps with 10 16-
dimensional capsules, and 3) fully connected layer. The results of examining two approaches for deep 
networking as well as combining capsule networks with XGBoost reinforcement tree algorithm were 
compared. Approaches such as SVM, RF-200, LSTM, GRU and GRU-Pretanh were considered to 
compare the proposed approach based on the configurations mentioned in their research.
Up in addition to the study and quality measurement of production vector deep features by the proposed 
method in different classifiers, the ability of deep global networks in the application of classification 
should also be examined. The results of examining two approaches for deep network and also 
combining CapsNet with XGBoost show that by using the proposed combined method, images are 
classified with 99% accuracy on training data and 97.5% accuracy on test data.

Keywords: Classification, Hyperspectral images, CapsNet, XGBoost, Fusion model.
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